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Resumen

Conocer la cantidad de habla que perciben bebés bilingiies en cada idioma es funda-
mental para disenar programas educativos que contemplen las caracteristicas lingiiisticas
propias de este tipo de entornos y promover asi mejores posibilidades de aprendizaje.
En este trabajo obtengo una medicién estimada a partir del desarrollo de un sistema de
identificacién de idioma (LID, spoken Language IDentification) que es entrenado con un
conjunto de grabaciones en entornos naturales en comunidades rurales Qom en Argen-
tina. Este estudio se centra en tres ejes principales: el primero es la descripciéon de una
heuristica para codificar los datos de entrenamiento de manera eficiente, el segundo es
una comparacién de modelos usando técnicas de aprendizaje por transferencia (transfer
learning) y el tercero es la cantidad de horas de habla en cada lengua para las 8 familias

participantes en este experimento.
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1. Introduccion

Los sistemas de identificacion de idioma en el habla (LID, spoken Language IDentifica-
tion) se ocupan de procesar y analizar una grabacién de audio de una persona hablando y
asignarle una clase o probabilidad de que corresponda con el idioma utilizado. La mayoria
de estos sistemas son entrenados utilizando grabaciones con hablantes monolingiies en en-
tornos controlados. Estos sistemas se evaliian en su capacidad para diferenciar entre una
variedad de idiomas y/o dialectos. Algunas conferencias notables donde se discute este
tipo de tecnologia son InterspeechE] y Odysseyﬂ NISTE] (National Institute of Standards
and Technology) también coordina importantes competencias que cada ano establecen el
estado del arte en distintos temas vinculados al andlisis del habla.

La mayoria de la investigacion en este tipo de sistemas se enfocan en s6lo 20 de los
7000 idiomas que existen en el mundo. El resto se definen (pobremente) como “idiomas de
bajos recursos”(LRLs, Low-Resource Languages). Se entienden estas lenguas como: menos
estudiadas, que poseen escasez de recursos, menos digitalizadas, de baja densidad y, desde
otra 6ptica, menos privilegiadas e incluso criticas y en peligro de extincién [1].

En este estudio construyo y evaliio un sistema que permite clasificar segmentos de
audio en espanol y en qom a partir de un corpus de audio [2] que consiste en grabaciones de
situaciones espontaneas del entorno de nifios en comunidades rurales indigenas bilingiies en
Pampa del Indio, Chaco, Argentina. El idioma qom (o toba) es hablado por 30410 personas
a nivel nacional (INDEC, Encuesta Complementaria de Pueblos Indigenas (ECPI) 2004-
2005) y puede ser considerado como una LRL.

Es importante abordar toda la cadena de procesos del sistema de LID teniendo en
cuenta que uno de los idiomas es una LRL utilizando técnicas especificas que permitan
maximizar el rendimiento. En este escrito se describen las mismas, desde la recoleccion
de datos hasta el entrenamiento, estudiando su eficacia y capacidad de generalizacion.

Uno de los principales objetivos de este proyecto es obtener una estimacion de la
cantidad de habla en cada lengua que escuchan los nifixs de estas familias. Se trata de
una tarea altamente relevante en psicolingiiistica y educacion bilingiie, pero que también
exige una gran cantidad de recursos humanos y econémicos. Usar las tecnologias del habla
para automatizar esta tarea es fundamental para mejorar la investigacion en estos campos,
caracterizar el entorno lingiiistico infantil de manera méas precisa y abrir nuevos caminos
que surjan de la posibilidad de analizar grandes cantidades de horas de habla que superan
la escala humana.

Estudios [3} |4} [5] han mostrado cémo la cantidad de input lingiiistico esté relacionado
robustamente con el desarrollo del lenguaje en Ixs nifixs monolingiies. El bilingiiismo y

particularmente su relaciéon con el input lingtiistico ha sido de considerable interés para

'https://www.isca-speech.org/
’http://www.speakerodyssey.com/
3https://www.nist.gov/itl/iad/mig/language-recognition
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investigadores que estudian adquisicién temprana de la lengua y asimismo los estudios que
atendieron al input de nifixs que crecen en entornos bilingiies han mostrado una mayor
variabilidad en el mismo con respecto a contextos monolingties [6]. Desde una perspectiva
educativa es fundamental medir los factores del entorno que dan forma al desarrollo lin-
glifstico y cognitivo de Ixs ninxs bilingties con el objetivo de disenar programas educativos
que contemplen las caracteristicas lingiiisticas propias de estos entornos y promover asi
mejores posibilidades de aprendizaje.

La literatura en el campo de la tecnologia del habla con grabaciones en situaciones
espontdneas y para su uso en ciencias sociales es escasa. Es por ello que el proceso de
tomas de decisiones dio lugar a preguntas especificas a este tipo de corpus. Codificar
los segmentos de audio para armar el conjunto de datos de entrenamiento es una tarea
lenta y costosa, jcuanto es el minimo que se puede codificar para obtener resultados
aceptables? jqué heuristicas se pueden proponer para elegir qué segmentos codificar?, y
mas relevante aun: jpuede el modelo resultante generalizar lo suficiente para ser usado en
otras comunidades y/o entornos? ;hasta qué punto? ;qué estrategias se pueden llevar a

cabo para intentar medir el grado de generalizacion?.

. Sistema de diarization (:quién habla? ;cuando?)
Grabaciones

de campo

Detector de habla |— | Clasificador de hablante

l Sefial de audio cruda l

Codificacién manual : ! Extraccién de descriptores
de segmentos con alta densidad de habla . Wav2Vec 2.0 / MFCC

Etiquetas Descriptores

i

Clasificador

Qom / Espariol

Figura 1: Cadena de procesos del sistema completo. Los médulos con linea punteada son
los que profundizo en este estudio. Las lineas marcadas en azul corresponden con el flujo
de datos para la etapa de entrenamiento y evaluacion, la verdes para la etapa de obtencion
del resultado final.

En la Figura [1] se puede ver un diseno con los distintos médulos que componen el

sistema completo de punta a punta y como se relacionan entre si. La principal contribucion
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de este trabajo es el disenio de esta arquitectura y la evaluacién de la misma en términos
de rendimiento y capacidad de generalizacion estimada.

En el mismo esquema sintetizo dos etapas marcadas con lineas coloreadas. Las lineas
azules responden al flujo correspondiente con la etapa de entrenamiento y evaluacion
mientras que la linea verde corresponde con la etapa de obtencién del resultado final: la
cantidad estimada de habla en cada idioma. La linea sin colorear corresponde a ambas
etapas.

A partir de las grabaciones de campo (Seccién se procesa la senal de audio con un
modelo pre-entrenado de diarization que la segmenta respondiendo las preguntas 'quién
habla’ y 'cudndo’ (Seccién . Esto permite extraer los segmentos de habla y desechar
secciones donde no hay un hablante (ruido de ambiente, maquinas, animales, etc.). De-
pendiendo de la etapa, la salida de este moédulo es utilizada de manera distinta. En la
primera, este proceso es usado para elegir fragmentos con alta densidad de habla para que
la codificacion manual de idioma -necesaria para el conjunto de datos de entrenamiento-
sea mas eficiente y balanceada (Secciéon , los fragmentos elegidos son segmentados y
codificados manualmente. En la segunda etapa, es usada directamente para alimentar
el médulo de extraccion de descriptores. Este modulo donde comparo descriptores
tradicionales MFCC con los novedosos modelos preentrenados wav2vec 2.0 [7] constitu-
ye uno de los principales aportes de la presente tesis, en la secciéon [2.5 se describe su
funcionamiento y su relevancia en esta tarea.

Codificaciéon manual y extraccion de descriptores estan marcados con linea
punteada ya que son los que profundizo en este estudio.

Por tltimo proponemos un clasificador sencillo (Seccion basado en una red de
retardo de tiempo (TDNN, Time Delay Neural Network) [§] que nos permitira evaluar los
descriptores y finalmente proveernos de una cantidad estimada de habla en cada idioma
para toda la muestra.

El aporte de este trabajo es fundamentalmente: describir el problema, caracterizar
los desafios, sugerir un plan de trabajo para abordar la codificaciéon de audios de estas
caracteristicas y comparar el rendimiento de diversas técnicas especificas en tecnologia
del habla que son el estado del arte en el campo de LID orientado a LRLs en los tltimos
anos. Las diversas areas que utilizan audios largos con habla en situaciones espontaneas
[9, 10, |11] también encontrardn un aporte si planean utilizar este tipo de tecnologia.

En sintesis, el objetivo principal del presente trabajo es:

= Obtener el clasificador de segmentos de audio variable con menor nivel de error para

el problema detallado

» Estudiar distintas arquitecturas y técnicas de redes neuronales artificiales apli-
cadas a identificacién de idioma asi como las posibilidades de ingenieria de

variables para audios de estas caracteristicas
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« Evaluar la eficacia de los modelos preentrenados wav2vec 2.0

o Observar la capacidad de generalizacién del modelo: como afecta al rendimiento

el conjunto de datos de entrenamiento en cantidad y variedad

o Obtener una estimacién de la cantidad de habla en cada lengua para el corpus

completo

1.1. Declaracion ética

Esta investigacion es conducida siguiendo los lineamientos éticos especificados en el
expediente 5344/99 de CONICET, aprobado y supervisado por el comité de ética. Los
padres de los bebés que participan en las grabaciones nos han entregado su consentimiento

escrito para su participacion y la de sus hijos.

2. Materiales y métodos

2.1. Conjunto de datos

El corpus de datos [2] estd compuesto por 164 horas de grabaciones de audio del
entorno lingiiistico de 8 ninxs (9;26 meses, = 17.6, s = 6.19) en casas bilingiies qom-
espafiol de comunidades rurales Qom situadas en Pampa del Indio, Chaco, Argentina. Para
la recoleccién de datos se le colocd un chaleco con un micréfono al bebé que permanecio
prendido por un promedio de 8 horas sin la presencia de un investigador. Se realizaron 4
grabaciones a 4 familias con 6 meses de diferencia entre cada una (146 horas). En otras 4
familias se grabd una sola toma (18 horas). Los audios fueron segmentados y clasificados
por especialistas: primero se segmentaron las emisiones de audio que contenian habla y
luego se les asigné la etiqueta Espanol, Qom o Indefinido. Esta tltima etiqueta corresponde

a emisiones sin contenido lingiiistico tales como gritos, llantos, etc.

Familia | Toma 1l Toma 2 Toma 3 Toma 4 Total

1 334 507 494 275 1610

2 720 526 481 389 2356

3 503 480 578 316 2206

4 720 480 478 345 2579

5 402 402

6 177 177

7 249 249

8 232 232
Total ~164 horas

Tabla 1: Detalle de las duraciones de los audios por familia en cada toma (en minutos)

Las grabaciones en situaciones espontaneas tienen las siguientes particularidades:
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= Son de baja calidad si las comparamos con grabaciones en un estudio controlado

con micréfonos 6ptimamente posicionados o llamadas telefénicas

= Tienen un alto nivel de ruido ya que sucede todo tipo de eventos durante los didlogos:

ruido de viento, maquinas, animales, musica, television, etc.
= Muchas grabaciones muestran solapamiento entre hablantes
= Pueden poseer largos segmentos temporales sin habla

Ademaés de estas caracteristicas, la tarea es particularmente desafiante dada la manera
en que los hablantes utilizan ambas lenguas: un mismo hablante puede a veces usar una
lengua, a veces otra, a veces en una misma emision mezclar ambas y en algunas ocasiones
no hay una diferencia prosédica o acustica clara que marque la alternancia de codigo.
Ademas, los hablantes son de distintas edades y frecuentemente se incluyen ninxs con
baja madurez vocalica. Siendo qom un LRL sumado a todas estas particularidades, hacen

a esta tarea un desafio no trivial y que no esta ampliamente discutido en la literatura de
LID.

2.2. Preprocesamiento y limpieza

Los archivos de audio originales no pueden ser utilizados en su formato original. En
esta seccion detallo los procesos necesarios para extraer los segmentos que contienen habla,
limpiarlos, optimizarlos y hacerlos compatibles con el input de los modelos experimentales.

Estas tareas comprenden:

1. Extraer los segmentos que contengan habla

2. Remover segmentos con demasiado ruido

3. Cortar los segmentos mayores a 3 segundos por una limitacién de hardware

4. Convertirlos al formato que recibe el modelo

2.2.1. Extraccién de habla

Utilicé un modelo pre-entrenado [12} 13| de diarization que separa diferentes interlo-
cutores en una grabacion de audio y responde a las preguntas de 'quién habla’ y ’cuando’.

Este modelo esta basado en una arquitectura de redes neuronales artificiales llamada
SincNet |14] y fue entrenado con ~237 horas de audio en situaciones esponténeas que cu-
bren un gran rango de entornos, condiciones e idiomas que se asemejan a nuestro conjunto
de datos.

Como muestra la figura [2] la red es entrenada a partir de secuencias de audio de

duracion fija que son procesadas por SincNet que aprende una bateria de filtros especificos
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(R form) SincNet RNN Fully
aw waveliorm
[128, 128] ayers
[32, 32]

Figura 2: Diagrama de la arquitectura para el modelo utilizado de diarization

para esta tarea. Esta representacion de bajo nivel es utilizada como input en 2 capas
recurrentes tipo LSTM (Long short-term memory) bidireccionales y luego 3 capas densas
que terminan en una funciéon de activacion sigmoidea que devuelve una puntuacion para
cada clase: hombre, mujer, ninz principal, ninx secundario, habla. Se trata de un problema
de clasificacion multiclase donde cada segmento de audio podria resultar en mas de una
etiqueta.

Al igual que este trabajo, Ixs autorxs de este modelo comparan su eficacia usando dos
conjuntos de evaluacion: uno con datos que comparten el dominio de los datos de entre-
namiento y otro con datos nuevos, nunca vistos por el modelo (hold-out). Encuentran un
10 % de mejora cuando se trata de datos cuyo dominio estaba en el set de entrenamiento.

El modelo mostré buenos resultados seleccionando los segmentos de habla pero no
distingue los de habla electrénica (radio, TV, tablet, etc). Serfa interesante entrenar al
modelo agregando una nueva clase de habla electronica para poder estudiar por separado
lo que es habla emitida por el entorno afectivo del nifix y los medios de comunicacion.

Utilizo este sistema con dos finalidades: como heuristica para codificar los datos de
entrenamiento de manera eficiente (Seccién y para extraer todo el habla del corpus

completo con el fin de clasificarlo.

2.2.2. Limpieza y optimizacion

Por limitaciones de hardware, las muestras de habla que pude procesar tienen un ma-
ximo de 3 segundos. Las muestras de al menos 5 segundos fueron recortadas en segmentos
de 3 segundos para aprovechar al maximo el corpus.

Escuché atentamente y de manera aleatoria el 20% del corpus y encontré que las
muestras menores a 1.5 segundos solian ser de menor calidad que el resto, habiendo una
gran cantidad de las mismas que sélo le aportaban ruido al conjunto de datos. Dado
que ya contaba con un corpus reducido, eliminar todas las muestras cortas implicaba
una reduccion considerable del tamano de la muestra es por ello que decidi cargarlas en
el software AudioStellar [15] (Figura [3). El mismo extrajo descriptores MFCC' de estos
archivos de audio y mediante una cadena de procesos de reduccion de dimensionalidad
gener6 una visualizacién 2D. Ademads este software realiza un analisis de agrupamientos
en baja dimension proponiendo grupos por densidad. El procedimiento entonces consistio

en escuchar 3 muestras aleatorias de cada grupo, si estas eran de baja calidad, entonces
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Figura 3: Mapa de sonidos del corpus generado por AudioStellar [15]. Cada punto es una
muestra del corpus cuya duracion es menor a 1.5 segundos. Puntos cercanos corresponden
a muestras similares timbricamente (usando descriptores MFCC)

escuchaba otras 3. Si estas ultimas tampoco tenian las calidad suficiente entonces elimi-
naba ese grupo del corpus. Alrededor del 40 % de muestras menores a 1.5 segundos fueron
eliminadas de esta manera.

Finalmente, todos los segmentos fueron convertidos a archivos WAV mono de 16000hz

de frecuencia de muestreo.

2.3. Conjunto de entrenamiento y validacion

Para evaluar los modelos resultantes de cada experimento hice uso de la técnica de
validacion cruzada k-folding. La misma consiste en construir & particiones (folds) que son
submuestreos del conjunto total y entrenar cada modelo k veces usando k-1 particiones
para el entrenamiento y ese 1 restante para la evaluacién. Se trata de una técnica robusta
que permite analizar si el rendimiento es consistente para los distintos conjuntos de entre-
namiento y sacar estadisticos que permiten estimar mejor el desempeno del clasificador
en la poblacién general.

Esto es de suma relevancia para este trabajo ya que uno de los objetivos es el de estimar

la capacidad de generalizacién de los modelos. Tomé dos conjuntos de particiones:

1. Estratificado. Son 5 particiones sampleadas del conjunto de datos de tal manera
que cada una contenga una cantidad balanceada de: segmentos de audio en idioma
gqom y espanol, tipo de hablante (mujer, hombre y nifx) y duracién del segmento.

Cada particion es de ~23 minutos, lo que resulta que en cada entrenamiento se utili-

10
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zaran ~92 minutos como conjunto de entrenamiento y ~23 minutos como conjunto

de evaluacion.

Este conjunto nos permite evaluar los modelos en el hipotético caso de que nuestro
muestreo sea representativo de la poblacion general. En la Seccién se describe

la estrategia utilizada para acercarnos a este supuesto.

2. Por familia. Son 7 particiones que corresponden a las grabaciones de cada familia y
tienen duraciones variables. El escenario que se evaltia al usar este corte es un poco
mas realista que el anterior para interpretar el poder de generalizacion del modelo
dado que me aseguro que el mismo no tenga ninguna informacién sobre el conjunto
de evaluacion: elimino la posibilidad de que conceptualice y use informacién del

canal en vez de la lengua en si para clasificar |7_f]

La variabilidad de canal es uno de los retos mas importantes en las aplicaciones de
voz dado que las caracteristicas que nos interesan para clasificar y la informacion del
canal se encuentran juntas y vinculadas en el espectro. Conceptualmente, queremos
que el modelo aprenda una representaciéon que desenrede esta informacién para

poder separarla.

Como puede observarse en la Figura [4], la cantidad de habla grabada de la familia
#4 esta enormemente desbalanceada. Es por esto que esta familia nunca es usada
como conjunto de evaluaciéon para disminuir el sesgo causado por entrenar con una

cantidad muy baja de datos.

Pretendo que la comparacién entre estos dos conjuntos eche algo de luz acerca de la
capacidad de generalizaciéon de los modelos y de cuenta de la relevancia de codificar los

datos utilizando la heuristica propuesta en la Seccién [2.4.3]

2.4. Codificacion

Esta tarea comprendié escuchar los audios, segmentar donde hay habla y finalmen-
te codificar el segmento utilizando las etiquetas Qom o Espanol dependiendo de si la
emision esta principalmente en un idioma o el otro. El equipo de investigacion interdis-
ciplinario en CITPME-CONICET ha hecho esta codificacion manualmente y la misma
requirié un primer trabajo de segmentacion y codificacion por lenguas y luego un trabajo
con un hablante nativo al que se le consultaban las dudas de codificacion.

Todo esto demanda una gran cantidad de tiempo y recursos humanos y econémicos.
Este proceso aplicado sobre el corpus de audio completo seria una tarea imposible y es

precisamente este problema es que buscamos resolver en la presente tesis.

4Por ejemplo, que la reverberaciéon de un recinto donde siempre se habla espaiiol sirva como sesgo para
clasificar, ya que en la poblacién podria existir un recinto similar donde se hable qom

11
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Duracion de cada particion por familia, agrupado por idioma

Idioma

20 == Com
mem  Espanal
25
10
, | —. /= ._ .
0 1 2 3 4 5 6

Familia

B

Duracion en minutos
=

Figura 4: Cantidad de tiempo por idioma para el conjunto de particiones por familia.

Los datos con los que contaba antes de comenzar este trabajo eran 10 minutos en
formato CHA y 8 minutos en formato EAF. A los primeros era necesario corregirlos uti-
lizando un sistema de deteccién de habla. El resto de los datos de entrenamiento fueron
codificados durante el desarrollo de este estudio, primero muestreando una hora aleato-
riamente y luego optimicé esta tarea tomando muestras con alta densidad de habla. Estos

procesos se detallan a continuacion.

2.4.1. Formato CHA

Al momento de iniciar esta tesis, contabamos con 10 minutos de habla que se encon-
traba transcrita y codificada por hablante, lengua y otras variables lingiiisticas relevantes
tales como a quién estaba dirigida el habla (a un ninx o a un adulto). Para almacenar
esta informacién se habia utilizado el software CLAN que cuenta con el formato de
archivo CHA. El problema principal que detectamos con este software es que solo se marca
el tiempo al final de cada emision, esto hace que no sepamos cuando comienza la misma
ya que si segmentamos sélo usando estas marcas, el clip de audio resultante contendra
ruido entre emisiones.

Para solucionar este problema, primero segmentamos usando las marcas de tiempo
y luego procesamos cada clip utilizando el algoritmo To-Combo-SAD 18]. Se trata
de una técnica de deteccién de habla (SAD, Speech Activity Detector) que devuelve los
instantes de tiempo donde comienza y termina la emisién de un hablante en una senal
sonora. Utiliza un combinacién lineal (componentes principales) de 5 descriptores cuya
distribucién muestra una evidente bimodalidad, en donde las ventanas de habla y no habla

se muestran separadas (Fig. . Luego se ajusta un modelo de mezcla gaussiana (GMM,
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Gaussian Mizture Model) para obtener ambas medias y clasificar las ventanas de audio.
Posee un pardametro a que permite configurar la proporcion de falsos positivos, el mismo

fue ajustado manualmente tomando muestras y escuchando el resultado.

10

non-speech

Frame count (%)

0 05 1 15 2 25 3
Feature value (normalized)

Figura 5: Distribucién del descriptor combinado para una senal de audio arbitraria [17].

El procesamiento de los archivos CHA fueron hechos con una libreria en Python que

programé ad-hoc [19].

2.4.2. Formato EAF

Contabamos ademés con 8 minutos de habla codificada de igual manera pero utilizando
el software ELAN [20]. El mismo posee un sistema de segmentaciéon mas avanzado y una
libreria de Python [21] que permite interpretar los archivos y conseguir un clip de audio
por cada emision de una manera sencilla.

Este formato es el que usamos de ahora en adelante para las tareas que requieran

segmentacion.

2.4.3. Optimizacion de la codificacién de datos de entrenamiento

En un primer momento seleccionamos de forma manual una hora de audio en la que
detectamos que habia habla y la codificamos. Sin embargo, de esta manera sélo logramos
extraer alrededor de 10 minutos de habla por cada segmento elegido ya que el resto era
silencio, habla electrénica o ruido. Notamos ademés que el conjunto de entrenamiento
resultaba muy desbalanceado con gran cantidad de habla de nifixs y mujeres y muy baja
cantidad de habla de hombres por cada lengua.

Es por ello que opté por un sistema automatico que detecte segmentos de alta densidad
de habla por hablante. Este sistema permitiria una codificacién mas eficaz para lograr
extraer mas habla y balancear en mayor medida los distintos hablantes.

Desarrollé un algoritmo que tomara el output del sistema de diarization (Seccién
2.2.1)) y ordene, por hablante, ventanas de 5 minutos de audio por densidad de habla. De

esta manera pudimos seleccionar para codificar 12 segmentos de 5 minutos, entre todo el

13
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corpus de audio, con gran densidad de habla y poder elegir entre hablantes masculinos y

femeninos para balancear el conjunto de entrenamiento.

Duracion total de las emisiones por tipo de hablante, agrupado por idioma

Idioma
o5 WEE Qom
mmm Espaniol

g
5 20
£
E
§ 15
o
0
©
= 10
o

5 .

0

Hombre Mujer Nifie

Hablante

Figura 6: Duracion total de las emisiones por tipo de hablante, agrupado por idioma. Los
totales son 64 minutos de habla en qom y 51 en espanol.

En la Figura [f] puede observarse la distribucién del conjunto de datos final. De los 64
minutos de habla en qom y 51 en espafiol, existe un fuerte desbalance de idioma cuando
el hablante es mujer, donde el habla en qom es 70 % mayor al habla en espaifiol. Por otro
lado 45 % del habla total es producida por nifixs. El habla masculina es la més dificil de
encontrar en las grabaciones y es por eso que representa la menor parte aunque bastante

balanceada, esto es gracias a la heuristica propuesta.

2.5. Extraccion de descriptores

En este estudio se compara la eficacia de distintos descriptores obtenidos mediante
modelos preentrenados de la arquitectura wav2vec 2.0 7] y descriptores base MFCC (Mel
Frequency Cepstral Coefficients) con delta y delta-delta.

Cuando comencé con este trabajo en el 2019 los modelos mas avanzados de LID propo-
nian el uso de bottleneck features (BNF, descriptores de cuello de botella) , , que
se basaban en entrenar un clasificador de fonemas con una lengua de altos recursos (en
general inglés) y luego extraer las salidas de una capa intermedia. Con la aparicién de los
mecanismos de atencion llegaron nuevos estudios que utilizaban bloques transformer
para obtener modelos de lenguaje utilizando una pérdida contrastiva (contrastive loss)
primero en modelos de lenguaje escrito y luego en modelos de habla como wav2vec 2.0.
La eficacia de este tipo de bloques es el estado del arte en las arquitecturas modernas

de procesamiento natural del lenguaje (NLP, Natural Language Processing) debido a que
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pueden captar dependencias de plazos més largos que lo que conseguian las unidades re-
cursivas como LSTM o GRU. Ademaés son paralelizables, lo que permite procesar un flujo
mayor de datos en cada pasada a costa de mayor consumo de memoria.

La hipotesis de estos modelos es que la red capta relaciones a largo plazo y logra cons-
truir conocimiento de las caracteristicas del habla que no es especifica a ninguna tarea en
particular. De esta manera, los mismos descriptores se podrian usar para reconocimiento
automatico del habla (ASR, Automatic Speech Recognition), clasificacién del hablante,
clasificacion de emociones, identificacién de idioma, entre otros.

Utilizo la implementacion en PyTorch a través de la libreria & HuggingFace [26]. Dado
que el idioma qom es un LRL, mi hipdtesis es que una herramienta de aprendizaje por
transferencia de estas caracteristicas aprovechan mejor la poca cantidad de datos que se
pudieron recolectar y, aunque el modelo preentrenado no cuente con informacion del qom,
si tiene informacién de habla en espafiol y fonemas pertenecientes a otras lenguas que

podrian ser similares.

2.5.1. Wav2Vec 2.0

Contrastive loss

L
Contex
represer:tatﬁons C I%’ |%| (ﬁ I_T_l |%|

Transformer

Masked

Quantized
representations

\®)
@

Latent speech Z
representations CNN

raw waveform X

Figura 7: Diagrama de la arquitectura Wav2Vec 2.0 [7]

En la figura 7| se puede observar la arquitectura de Wav2Vec2.0. El input del modelo
es la senal cruda en el dominio del tiempo de cada emisiéon. La misma puede ser de largo
variable y la frecuencia de muestreo debe coincidir con los datos de preentrenamiento,
esta es 16000Hz. Los datos deben tener media 0 y varianza 1. Otra de las diferencias que
se pueden encontrar cuando comencé esta investigacién es que la practica habitual era
utilizar descriptores MFCC o similares como input de las redes. En estos tltimos anos es

mas comun utilizar un codificador de descriptores que toma el audio crudo y consta de una
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serie de capas convolucionales que extraeran descriptores relevantes para la tarea. En esta
arquitectura se utilizan 7 bloques de convoluciones temporales con 512 canales en cada
uno, el tamano del kernel y el stride son pequenos y van decreciendo con la profundidad
de la red. Antes de entrar al bloque de transformers y dada su arquitectura paralela, es
necesario que se codifique informacién posicional sobre los fonemas: el orden y la posicion
de los mismos es esencial en las lenguas ya que definen la gramatica y la semantica de las
emisiones. La propuesta en [26] para ASR es utilizar una técnica que modula los vectores
de palabras utilizando funciones trigonométricas y que consigue embeber informacion de
posicionamiento absoluto en cada palabra. En el caso del audio, la literatura sugiere hacer
uso de un codificador y decodificador convolucional con un kernel lo suficientemente grande
a diferencia del codificador de descriptores utilizado anteriormente. En este caso se trata
de una capa convolucional temporal de 16 grupos con tamano de kernel 128 y stride de 1.
Con esta estrategia es que se consigue embeber informacién de posicionamiento relativo a
cada fonema. Esta idea es similar al concepto de senone [27] donde cada vector no tiene
solo informacién sobre el fono, sino que se lo aumenta con informacion contextual que
refiere a fonos pasados y futuros. La hipotesis en este punto es que los senones resultantes
de cada uno de los idiomas seran distintos y por lo tanto extraer conocimiento de la
dependencia entre los mismos es relevante para nuestro problema de clasificacion.
Wav2Vec2.0 propone dos configuraciones distintas para los bloques de transformers, el
BASE y el LARGE. En este experimento uso los modelos preentrenados VoxPopuli y XLSR
que utilizan la configuraciéon LARGE. Esta esta conformada por 24 bloques de transformers
de dimensién 1024 para los proyectores KVQ (Key, Value, Query) y 4096 para la capa den-
sa. La salida de la red es una serie de vectores llamados representaciones de contexto que
son las que uso como input para el clasificador. En la misma figura [7| se observa también
la formalizacién de un espacio () que corresponde con las representaciones cuantizadas.
La misma solo se usa durante el preentrenamiento y es necesaria para la estrategia auto-
supervisada (self-supervised) de la arquitectura. El espacio Z que resulta del codificador
de descriptores es discretizado en vectores representativos (conceptualmente similares a
los centroides que se podrian obtener con k-medias [28]) que se almacenan en un libro de
codigos (codebook) utilizando Gumbel softmax. Para el preentrenamiento auto-supervisado
se enmascaran (ocultan) ciertas secciones de la emisién y utilizando la funcién de pérdida
contrastiva se fuerza a la red a reconstruir lo enmascarado logrando aprender un modelo

de habla sin necesidad de tener etiquetas de clase.

2.5.2. Ajuste fino (Fine tuning)

Lxs autorxs de Wav2Vec2 sugieren realizar un ajuste fino de los modelos preentrena-
dos para conseguir que se adapten al problema en cuestion utilizando todo el bagaje de
conocimiento adquirido con el conjunto de datos original con el que fueron entrenados

(transfer learning).
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En este caso, el procedimiento consiste no solo en entrenar el médulo de clasificacién
que afiado a la arquitectura (ver Seccién [2.6]) sino también las capas de transformer del
modelo original.

En la Seccion comparo los resultados entre los modelos con y sin ajuste fino.

2.5.3. Modelos preentrenados

Los dos siguientes modelos preentrenados son los que uso en este estudio para comparar
su efectividad y capacidad de generalizaciéon. Ambos corresponden a la arquitectura LARGE
de Wav2Vec2 y son entrenados con los conjuntos de datos que detallo en esta seccion.

Vale la pena notar que en ambos casos no se incluye el idioma qom vy, si bien si
incluyen espanol, éste no es la variante hablada en el Chaco. Ademas, hay una diferencia
de canal muy importante: los entornos donde fueron grabados son totalmente diferentes
y los micréfonos utilizados son distintos. La variabilidad de canal es uno de los retos
mas importantes en las aplicaciones de voz dado que las caracteristicas que nos interesan
para clasificar y la informacion del canal se encuentran juntas y vinculadas en el espectro.
Conceptualmente, queremos que el modelo aprenda una representacién que desenrede esta
informacién para poder separarla.

VoxPopuli

El modelo preentrenado VoxPopuli fue lanzado en el 2021 por Facebook y utiliza el
conjunto de datos con el mismo nombre [29]. Cuenta con 100k horas de habla en 23
idiomas: Bilgaro, Checo, Croata, Danés, Holandés, Inglés, Estonio, Finlandés, Francés,
Alemén, Griego, Hungaro, Italiano, Latvio, Lituano, Maltés, Polaco, Portugués, Rumano,
Eslovaco, Esloveno, Espafiol y Sueco. Estas grabaciones provienen del parlamento euro-
peo entre los afios 2009 y 2020. Las grabaciones originales fueron segmentadas en clips
de 15-30 segundos de duracién usando un detector de actividad vocal basado en energia
(VAD, wvoice activity detector).

XLSR-53

El modelo preentrenado XLSR-53 fue lanzado en el 2020 por Facebook [30]. Esté

compuesto de 3 conjuntos de datos:

» CommonVoice [31]. Es una iniciativa de Mozilla que emplea el crowdsourcing para
la recoleccién y validacién de los datos. Los colaboradores utilizan la web o la
aplicacion para iPhone y leen oraciones que aparecen en pantalla. Son 2k horas
de habla en 38 idiomas, aunque para el entrenamiento del modelo su utilizaron 11
idiomas: Espafiol, Francés, Italiano, Kyrgyz, Holandés, Ruso, Sueco, Turco, Tatar

y Chino.
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» BABEL [32]. Son conversaciones telefénicas de IARPA en distintos idiomas de los
que se incluy6 Bengali, Cantonés, Georgiano, Haiti, Kurmanji, Pashto, Tamil, Turco,

Tokpisin y Vietnamita.

» Multilingual LibriSpeech (MLS) [33]. Es un corpus de audio derivado de la lectura de
audiolibros de LibriVox y consiste en 8 idiomas: Holandés, Inglés, Francés, Aleméan,
Italiano, Polaco, Portugués y Espanol. Son alrededor de 50k horas de habla, donde

44k son en inglés.

Se combinan estos 3 conjuntos de datos para conseguir 56k horas de habla en 53

idiomas.

2.6. Clasificador

Dado de que uno de los principales objetivos en este trabajo es poder comparar la
efectividad de los descriptores obtenidos a partir de modelos wav2vec 2.0, el modulo
de clasificacién es bastante minimo. Se trata de una pequena red de retardo de tiempo
(TDNN, Time Delay Neural Network) [8,34] con sélo dos capas, de contexto [1,3] y stride
1, se puede ver una descripcion de la arquitectura en la Tabla 2] El input de esta red de
clasificacién son los descriptores obtenidos, en el caso de los modelos Wav2Vec 2.0 se trata
de una matriz de 1024 filas x 194 columnas, estas tltimas corresponden con 3 segundos
de audio. La primera capa de la red de clasificacion reduce la dimensionalidad a 64x194
y la segunda a 32x192, luego una operacién de average pooling obtiene un vector de 32
posiciones que se conecta directamente con una capa densa con una funcion de activacion
sigmoidea que asegura una salida entre 0 y 1 que es usada para clasificar. En el caso
del modelo base con descriptores MFCC + delta + delta-delta la tinica diferencia es que
el input es de 60x94 entonces la primera capa reduce la dimensionalidad a 32x94 y la
segunda a 16x92. Esta TDNN es implementada en PyTorch como una capa convolucional
1D de kernel 1 para la primera capa y 3 para la segunda. Cada capa esta seguida de
Batch Normalization, una funcién de activacion ReLLU y Dropout de 0.1. La funcién de
pérdida es una entropia cruzada binaria entre las probabilidades objetivo resultantes, sin
regularizacion. El optimizador es Adam y el factor de aprendizaje un hiperparametro que

resulté entre le—5 y le—3 dependiendo del experimento.

2.7. Experimentos

Los experimentos efectuados tienen como objetivo evaluar la efectividad y la capacidad
de generalizacion del sistema propuesto. Para ello se han entrenado diez modelos utili-
zando dos estrategias distintas para separar los datos de entrenamiento y prueba usando

validacion cruzada K-Fold: 5 particiones estratificadas y 7 particiones por familia (ver
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Descriptores Capa Canales Kernel Entrada Salida
wav2vec 2.0 | Convolucional 1D 64 1024x1  1024x194 64x194
Convolucional 1D 32 64x3 64x194  32x194

Average pooling - - 32x192 32x1

Densa 1 - 32x1 1x1

MFCC Convolucional 1D 32 60x1 60x94 32x94
Convolucional 1D 16 64x3 32x94 16x94

Average pooling - - 16x92 16x1

Densa 1 - 16x1 1x1

Tabla 2: Descripcion de la arquitectura del clasificador

Seccion . La estrategia estratificada nos informara el rendimiento del modelo si conta-
mos con un muestreo representativo de la poblaciéon, en la practica esto no es posible pero
el objetivo de la heuristica de codificacién de datos que usé en este trabajo fue disefiada
para tender a eso (ver Seccién . Por otro lado, las particiones por familia informaran
el rendimiento cuando el dominio de los datos de evaluaciéon no ha sido vistos por la red
al momento de entrenar y de esta manera poder evaluar su capacidad de generalizacion.

Por cada uno de los grupos de particiones (estratificada y por familia), los modelos a

comparar Son:
» Modelo base (baseline)
s Wav2Vec2 preentrenado con VoxPopuli, con y sin ajuste fino

s Wav2Vec2 preentrenado con XLSR-53, con y sin ajuste fino

2.7.1. Métrica EER (FEqual Error Rate)

La métrica que utilizo para medir la eficacia de los modelos es la mas comunmente
usada en literatura LID y de datos biométricos en general, llamada FER, Equal Error
Rate. La EER corresponde con el punto de una curva ROC donde la proporcién de falsos
positivos y falsos negativos es equivalente, en otras palabras, el umbral de aceptacion
donde el costo por clasificar incorrectamente es igual para una clase que para el otra. En
este problema tiene sentido ya que el costo por clasificar incorrectamente cada clase es el
mismo.

Cuanto mas bajo el valor de FER, mas alta es la eficacia del sistema.

2.7.2. Aumento de datos (data augmentation)

Esta técnica se basa en generar sintéticamente mas datos de los que tenemos. Se clona
una proporcion de los datos originales de nuestro corpus y se los procesa aplicando una

perturbacion que puede mejorar la capacidad de generalizacion del modelo.
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En este trabajo usé la libreria nlpaug [35] que posee una seccién dedicada el audio.

Los procesos utilizados fueron los siguientes:

» Pitch shifting. Se transforma la sefial original para que la misma suene mas agudo

0 mas grave.

= Velocidad. Se aumenta o disminuye la velocidad de la senal. Esto también causa

que la misma cambie en altura.
= Desplazamiento. Se desplaza la senal original hacia la izquierda o la derecha.

» Perturbacién del largo del tracto vocal, (VTLP). Se trata de un proceso en
el dominio de la frecuencia que utiliza filtros Mel y los corrompe para modificar la

voz del hablante [36].

Todos los modelos fueron entrenados con un porcentaje de aumento de datos: [0, 0.1,
0.2, 0.4]. Las muestras elegidas para aumentar fueron clonadas 4 veces y a cada una se le

aplica un proceso de los detallados.

2.7.3. Tasa de aprendizaje

Todos los modelos usan el optimizador Adam con los parametros por defecto de la li-
breria de PyTorch excepto la tasa de aprendizaje (learning rate). La misma es considerada

un hiperparametro que se optimizé6 entre 0.01 y 0.000001.

2.8. Hardware utilizado
» CPU: Intel(R) Core(TM) i7-7700 @ 3.60GHz
» GPU: GeForce RTX 2080 Ti 11GB GDDR6

= Memoria RAM: 32gb

2.9. Software utilizado
» Lenguaje: Python

= Librerias: PyTorch, Tensorflow, Numpy, Matplotlib, Pandas, scikit-learn, librosa,

seaborn, nlpaug

3. Resultados y discusién

3.1. Modelos de evaluacion
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En la tabla (3| pueden observarse los resultados de los experimentos. Para los conjuntos
de particiones estratificadas el modelo base muestra un muy buen desempeino que los
modelos con ajuste fino s6lo pueden superar marginalmente tanto cuando tomamos la me-
dia como cuando tomamos el desvio estandar y los méaximos alcanzados. Inesperadamente
los modelos wav2vec 2.0 sin ajuste fino se muestran sustancialmente peor, es aparente que
la gran diferencia de canal y la ausencia del idioma Qom son un factor determinante para
que no pueda conseguir descriptores robustos y separables. En este escenario es VoxPo-
puli con ajuste fino el modelo que mejor rendimiento y mejor varianza presenta si bien
XLSR-53 con ajuste fino resulta también muy parecido. Si bien este ultimo resultado

era el mas esperado, la hipotesis inicial era que se separe aun mas del Modelo base.

EER

Media Desvio estandar Rango
K-Fold estratificado
Modelo base 0.25 0.05 [0.16,0.30]
VoxPopuli sin ajuste fino | 0.28 0.05 [0.22, 0.33]
VoxPopuli con ajuste fino | 0.23 0.03 [0.19, 0.27]
XLSR-53 sin ajuste fino 0.27 0.02 [0.25, 0.30]
XLSR-53 con ajuste fino 0.24 0.04 [0.18, 0.27]
K-Fold por familia
Modelo base 0.45 0.11 [0.30, 0.57]
VoxPopuli sin ajuste fino | 0.42 0.08 [0.39, 0.52]
VoxPopuli con ajuste fino | 0.37 0.07 [0.26, 0.46]
XLSR-53 sin ajuste fino 0.43 0.09 [0.35, 0.59]
XLSR-53 con ajuste fino | 0.37 0.07 [0.28, 0.47]

Tabla 3: Resultados de los experimentos.

Al momento de tomar el conjunto de particiones por familia es cuando los modelos
wav2vec 2.0 se separan definitivamente del modelo base consiguiendo resultados 21 %
mejores. Se puede observar un comportamiento similar que en los experimentos anteriores
donde los modelos wav2vec 2.0 con ajuste fino se muestran con mejor desempeno. En este
caso si se puede observar una ventaja marginal de los modelos sin ajuste fino sobre el
modelo base con mejores media y variabilidad.

Podemos verificar entonces, que los descriptores generados por los modelos wav2vec 2.0
generalizan mejor que los tradicionales MFCC' y consiguen mejor rendimiento y certeza
aunque es sumamente importante realizar el ajuste fino en el caso de contar con datos
de otros dominios. En otras palabras, los resultados indican que si bien los modelos sin
duda han aprendido caracteristicas acisticas y fonolégicas también tienen un fuerte sesgo
por el canal: los microfonos utilizados, el recinto, la distorsion, etc. que puede mejorar
haciendo ajuste fino de los mismos. Ademaés se puede ver que en este problema los conjunto

de entrenamiento VoxPopuli y XLSR-53 se comportan de manera similar siendo que el
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primero contiene 100 mil horas de habla y el segundo 56 mil horas si bien este ltimo
concentra més idiomas y mas diferencia de canal (detalle en Seccién [2.5.3)).

En cuanto al aumento de datos, el inico modelo que se vio beneficiado por el mismo
es el modelo base para el conjunto estratificado. El resto, todos presentaban menor
rendimiento, incluso al 0.1. Mi hipétesis era que todos iban a presentar una mejoria y no
queda claro si la estrategia de aumento fue equivocada o que simplemente la técnica no
da resultados positivos con estos datos que contienen alto nivel de ruido.

La tasa de aprendizaje 6ptima resulté de 0.0001 para el modelo base y el modelo sin
ajuste fino y de 0.00001 para los que si se realizo el ajuste. Esta claro que al aplicar esta
técnica es necesario utilizar una tasa més baja y un mayor nimero de épocas.

El tamario de lote (batch size) se configur6 en 16 para los modelos con ajuste fino y en
64 para el resto de los modelos. Esto es debido a una limitaciéon de hardware por falta de
memoria. En estudios de ablacién confirmé que hay un impacto negativo cuando reduje

el tamafio de lote para los modelos sin ajuste fino.

3.2. Modelo final

Para obtener una medicion del habla en cada idioma de los datos de evaluaciéon no
codificados, utilizo el modelo VoxPopuli con ajuste fino entrenado con la totalidad de
datos de entrenamiento. Los hiperparametros elegidos corresponden con los del K-Fold
estratificado ya que los datos de entrenamiento contienen grabaciones de cada una de
las familias de los datos de evaluacién. El error esperado es el que figura en la Tabla [3]
alrededor del 23 % con un desvio del 3 %.

Como marca la Figura[l] los datos son primero procesados por el sistema de diarization
donde primero extraigo los segmentos de habla. Seleccioné aquellos segmentos mayores
a 2 segundos y donde el hablante no es el nifix principal. Los segmentos mayores a 5
segundos fueron recortados en segmentos méas cortos de a 3 segundos (ver Seccién .

En la Figura [§| podemos observar un histograma y una estimaciéon de densidad sobre
los puntajes (scores) arrojados por la salida del modelo cuando el mismo es alimentado
con los datos de evaluaciéon no codificados. Podemos observar dos picos en cada uno de
sus extremos que corresponden a los datos clasificados con mayor certeza, los cercanos a
0 son de habla en espanol y los cercanos a 1 son de habla en qom. Se puede apreciar que
hay més cantidad de datos certeros en el pico derecho (qom) en comparacion con el pico
izquierdo (espanol). A partir de la estimacién de densidad el mismo es 70 % mayor.

Para dar un estimacion en horas de la cantidad de habla en cada idioma es menester
elegir un umbral donde los segmentos puntuados sobre ese umbral seran considerados
habla en qom y los que se encuentren por debajo, habla en espafnol. Esta elecciéon no es
de ninguna manera trivial o automatica ya que hay elegir un criterio de cémo hacerlo

y la misma modifica la estimacién final. En principio lo ideal es elegir el punto de corte
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Histograma de resultados sobre conjunto de evaluacién no codificado
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Figura 8: Distribucion de la salida del modelo en los datos finales de evaluacion. La linea
punteada muestra el umbral elegido.

correspondiente al EER que es la métrica principal que uso en este trabajo y donde el
costo por clasificar incorrectamente un idioma o el otro es equivalente. Siguiendo este
esquema, el umbral elegido es la media de los umbrales resultantes del modelo elegido
cuando fue evaluado anteriormente. El mismo es 0.655 y puede apreciarse en la Figura [§]
El resultado al aplicar este umbral estd expresado en la Tabla [d] Puede leerse que sobre
el total de 61.21 horas, la cantidad total de habla de cada lengua es muy similar con una
leve diferencia a favor del qom. Recordemos que los datos de evaluacion contienen habla
electronica procedente de la television y la radio que se escucha de forma casi constante

en las casas y sélo se emite en espanol.

Espanol ‘ Qom ‘ Total
30.39 (49.7%) | 30.82 (50.3 %) 61.21
18.22 (39 %) 28.34 (61 %) | 46.57 (76 %)

Umbral

Mayor certeza

Tabla 4: Cantidad de horas de habla en cada idioma para los dos niveles de umbral
propuestos

Otra aproximacion a este problema es medir sélo aquellos segmentos donde el modelo
tiene mayor certeza. Para eso tomé los segmentos puntuados entre 0 y 0.3 como espaniol y
entre 0.7 y 1.0 como qom. Este dato también los expresé en la segunda linea de la Tabla
y corresponden a 76 % del corpus de evaluacion, en otras palabras, 3 cuartas partes del
habla sin codificar pueden ser clasificadas con un nivel de certeza mas aceptable y en este
caso el idioma qom supera al espanol en un 55 %. Este resultado puede interpretarse de
dos maneras, o bien que efectivamente hay mayor cantidad de habla en qom en el corpus

de datos o que el modelo tiene mayor certeza al clasificar este idioma. Dado que el modelo
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wav2vec 2.0 elegido no fue preentrenado con habla en qom y que por otro lado existe una
gran cantidad de habla electronica en espanol, me inclino a pensar que el corpus contiene

una porcién significativamente mas grande de habla de la comunidad en idioma qom.

3.3. Trabajo futuro

En la Secciéon mostré que en este problema sélo los modelos con ajuste fino basados
en wav2vec 2.0 generalizan fundamentalmente mejor hacia fuera del dominio cuando son
comparados con el modelo base y s6lo obtienen una ganancia marginal cuando los datos de
entrenamiento y evaluacion pertenecen al mismo dominio e incluso cuando los mismos no
cuentan con el proceso de ajuste fino. Mi hipotesis es que los datos de preentrenamiento
son tan diferentes en canal que sblo se puede aprovechar un poco de lo aprendido por
transferencia. Seria interesante aprovechar la gran cantidad de horas en el corpus sin
codificar para hacer un ajuste fino del modelo usando el mismo tipo de entrenamiento que
el modelo original, esto es, sin modificar la tarea a la clasificacién. Esto podria resultar
en un aprendizaje a partir del dominio real en que sera usado el modelo y podria verse
una mejora substancial.

Por otro lado, las grabaciones del corpus poseen muchas horas de habla electrénica
(radio, TV, tablet, etc). Seria interesante reajustar el modelo de diarization y sumarle
esa categoria. Esto permitirda hacer analisis por separado para cada tipo de habla ya que
tiene caracteristicas distintas.

La posibilidad de analizar de forma automatica grandes corpus de audios en los hogares
de nifios qom resulta indispensable a la hora de conocer en mayor profundidad los contex-
tos de desarrollo de estos ninos. La investigacion psicolingiiistica mostré que la cantidad
del input lingtistico en las experiencias tempranas impactan en el desarrollo del lenguaje
y de la alfabetizacion [37], es por ello que el estudio del habla al que estan expuestos los
ninos en contextos naturales es fundamental. Sin embargo, el andlisis del input de forma
manual de una lengua indigena, que requiere el trabajo de investigadores y hablantes de
la lengua, demanda una gran cantidad de tiempo y recursos humanos y econémicos que
imposibilitan el trabajo con corpus de datos extensos que permitirian tener un panorama
“real” de la cantidad de habla en cada lengua. Poder utilizar esta herramienta en este
y en otros corpus, aportard un gran conocimiento en el area no solo de la psicolingiiis-
tica sino también de la educacion. En efecto, el conocimiento de las caracteristicas del
input lingtiistico al que Ixs ninxs estuvieron expuestxs en sus experiencias tempranas es
necesario para disenar programas educativos bilingiies que se adecuen a las necesidades
y realidades de dichos contextos y puedan promover el bilingiiismo, contribuyendo asi al

mantenimiento y revitalizacion de la lengua [3§].
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3.4. Palabras finales

En este escrito he logrado volcar una descripcion del trabajo completo que llevé a cabo
para estudiar este problema. Se traté de un desafio complejo por diversos motivos. Primero
claro estd por la naturaleza de los datos: grabaciones con un nivel de ruido excesivo y
con dindmicas de gran variabilidad, pero por otro lado por la dificultad de obtener esas
grabaciones, codificarlas y procesarlas. Se trata de un trabajo que fue hecho a lo largo
de 3 afios (pandemia mediante) y cuyo campo de estudio evoluciona constantemente:
las estrategias con las que se encara este tipo de proyecto de aprendizaje automatico se
modificaron significativamente desde que comencé hasta ahora, esto resulté en que mi
plan tuviera que modificarse sustancialmente en la mitad del desarrollo o el mismo no
hubiese resultado relevante. Algunas de estas cavilaciones aparecen desplegadas a lo largo
de la Seccién [2| de este escrito.

Me quedo sin duda con un enorme bagaje de aprendizaje en esta disciplina donde lo
complejo del trabajo también motivé el andlisis profundo del problema y llevo a tomar
varias decisiones que en un problema de juguete no hubieran aparecido. En este sentido
también rescato aquellos caminos que finalmente se mostraron errados por lo que hubo
que volver todo para atras y seguir adelante, pero que si no los hubiera tomado sélo me
hubiesen quedado dudas de que hubiera sido.

Finalmente sélo me queda la motivacién de seguir aprendiendo las millones de cosas
que descubri que no sabia, usando el conocimiento que alguna vez pensé que no era capaz
de adquirir y que espero poder transmitir y facilitar con la integridad y espiritu critico
que en esta disciplina que esta transformando nuestros futuros son fundamentales de

mantener.
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